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基于小波与粗概率先验双分支的
眼底微细血管分割网络

常汇谈， 马 瑜*， 黄守彤， 肖 越， 马虎燕
（宁夏大学  电子与电气工程学院， 宁夏  银川  750021）

摘要：视网膜血管的管径、分叉数等形态参数可作为临床诊疗的重要依据，精准分割微细血管对相关疾病的早期诊断至

关重要。现有方法在微细血管检测中易出现血管拓扑断裂的现象，同时普遍存在粗细血管特征融合不充分的缺陷。本

文采用 IterMiUnet 作为粗分割分支提取全局血管特征，Haar 小波先验增强细血管频域表达能力，强化边缘细节特征。

针对粗分割难以精准识别弱边界、伪影干扰等难分割区域的问题，以粗分割概率不确定性像素作为先验引导，使细血管

分割模型主动聚焦上述难分割区域，进一步提升分割精度；构建双尺度概率编码融合机制，结合温度缩放与背景抑制策

略，借助细血管分割结果优化粗分割输出，实现两类结果的自适应融合。在 DRIVE、CHASE_DB1、STARE 三个公开数

据集上的实验结果表明，本文算法的分割性能优于当前多种主流方法，F1 指标分别达到了 0. 825 7、0. 836 0、0. 835 7。
本文算法整体分割效果稳定可靠，分割精度优良，能有效捕捉细血管细节并保持血管拓扑完整性。
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Retinal micro-vessel segmentation based on wavelet and coarse 
probability prior dual-branch network
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Abstract： Morphological parameters such as the diameter and bifurcation of retinal blood vessels serve as 
important references for clinical diagnosis， and accurate segmentation of microvessels is essential for the 
early diagnosis of related diseases.  Existing segmentation methods often suffer from blurred edges， fractured 
topological structures， and inadequate fusion of thick and thin vessel features in microvessel detection. To 
address these issues， this paper proposes a dual-branch segmentation network.  We adopt IterMiUnet as 
the coarse segmentation branch to extract global vascular features， and introduce Haar wavelet prior to 
enhance the frequency-domain representation and edge details of microvessels.  Since coarse segmentation 
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struggles to identify weak boundaries and fractured vessels accurately， we take uncertain pixels from 
coarse segmentation probability as prior guidance， enabling the fine segmentation model to focus on these 
challenging regions and boost segmentation precision. A dual-scale probability encoding fusion mechanism 
combined with temperature scaling and background suppression is also constructed.  The outputs of coarse 
segmentation are optimized using fine segmentation results to realize adaptive fusion and reduce background 
interference.  Experiments on DRIVE， CHASE_DB1 and STARE datasets demonstrate that the proposed 
algorithm outperforms mainstream methods， with F1 scores of 0. 825 7， 0. 836 0 and 0. 835 7 respectively.  
It achieves stable and reliable performance， and can effectively capture microvascular details while maintaining 
the topological integrity of blood vessels.
Key words： computer vision； deep learning； image segmentation； retinal blood vessels； wavelet

1 引  言

视网膜血管的形态变化与多种疾病密切相

关，如糖尿病视网膜病变、高血压、心脑血管疾病

等［1］。视网膜血管分割是眼底图像智能化诊断中

的一项基础任务，对疾病的早期筛查和诊断具有

重要意义［2-3］。在视网膜血管分割任务中，微细血

管的准确检测尤为关键。由于微细血管对比度

低、边界模糊、拓扑结构复杂，现有分割方法在细

血管检测上仍面临较大挑战。传统的匹配滤波、

形态学操作［4］等方法依赖人工设计的特征，难以

应对眼底图像复杂性问题。

深度学习方法，如光学神经网络和卷积神经

网络，在视网膜血管分割中取得了显著进展［2，5-6］。

FCN［7］的出现成为语义分割的第一个开创性工作，

既能保留提取深层语义特征，又能保留浅层细

节特征，从而使端到端模型的训练成为可能。

Ronneberger 等［8］提出了 UNet，其编码器 -解码器

结构和跳跃连接的设计有效地保留了细节信息，提

升血管图像分割精度。Chen 等［9］提出 AAU-Net，
在 UNet中引入混合自适应注意力模块，聚焦血管

区域并抑制背景干扰，进一步增强特征表达能力。

郭昊虎等［10］针对冠脉造影图像提出特征图金字

塔分割方法，利用多尺度特征融合提升低对比度下

的血管分割鲁棒性。但上述方法通常采用单分支

网络结构，在同时捕获全局血管结构和细血管细

节方面存在局限性，易导致细血管断裂或漏检。

为提升细血管的分割能力，研究者提出了多

种双分支或多阶段网络结构提升眼底血管分割

精度。Liu等［11］提出 DS-VPE 方法，该方法采用粗

细双分支分别分割主血管与细血管，并基于不确

定像素概率修正策略实现分支结果融合，有效改

善血管欠分割问题。Qu 等［12］提出 TP-Net，采用

双路径架构分别提取血管主干与边缘特征，并通

过多尺度特征融合提升细血管检测精度。张蓉

蓉等［13］提出双路径编码与跨级解耦网络，通过多

向差分残差模块提取血管边缘特征。虽然上述

方法在细血管检测上取得了一定进展，但在特征

融合阶段未能充分考虑不同区域的特征差异，融

合效果有待提升。

另外，频域分析方法凭借对图像频率特征的

精准捕捉能力，在视网膜血管分割中展现出独特

优势，可将图像转换至频域并分离高低频分量，

精准挖掘传统空间域方法难以捕捉的微细血管

细节。Wang等［14］提出WaveRNet，该方法设计小波

细化融合架构，依托可学习小波分解与频谱调制

模块解耦图像高低频信息，提取眼底血管高频细

节特征，增强视网膜血管分割鲁棒性。Li等［15］构建

WDM-UNet，设计空间和小波双域融合结构，结合

可变形卷积捕捉自适应感受野，弥补单一空间域

建模缺陷，优化多尺度眼底血管分割效果。但现

有频域与深度学习结合的方法仍有局限，多数仅

将频域特征作为辅助补充，缺少针对微细血管的

融合设计，难以充分发挥频域分析在捕捉细微血

管特征上的优势。

本文以 IterMiUnet［16］为基础模型，提出一种

融合小波［17-18］空间先验与不确定性引导的双分支

视网膜血管分割网络。采用双分支级联结构：粗

分割分支以 IterMiUnet捕获全局血管结构与整体

轮廓；细分割分支为基于密集连接的轻量化小波

增强网络（WPUNet），针对现有分割方法易出现微

细血管拓扑断裂问题，引入 Haar小波［18］空间先验
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模块（WSP）在强化细血管边缘与高频纹理特征

的同时具有较低的计算复杂度［15］。利用空间注意

力机制，依托粗分割概率特征的不确定性引导模

块（PGSA）使微细血管分割网络聚焦难分割区域。

为实现粗细分割结果的精准融合，提出带温度缩

放与背景抑制的双尺度概率融合策略（DSPT-BG），
完成粗细分支结果的自适应、抗干扰融合。本文

粗分割引导细血管分割的双分支设计可移植性良

好，可迁移至其他粗分割模型，提升其微细血管

分割能力。

2 方  法

2. 1　网络框架

微细血管管径细小，现有分割方法常出现血

管拓扑断裂问题，还存在粗细血管特征融合效果

不佳的问题。为此，本文提出由粗概率特征引导

的级联双分支视网膜血管分割框架，网络结构如

图 1 所示。整体框架由粗分割网络（IterMiUnet）
与细血管分割分支（WPUNet）级联构成。细血

管分割网络以密集连接的 UNet 架构为主干，基

础单元与粗分割分支保持一致，均采用双卷积块

（TwoConvBlock）［16］结构，由两层连续的 Conv-

BN-ReLU 构成，用于完成特征的提取与变换。统

一的基础单元设计，保证了双分支网络特征表示

的一致性。采用 IterMiUnet对输入眼底图像进行

粗分割输出粗概率特征 P c。同时将原始图像输入

WSP 进行频域增强，强化微细血管的高频边缘与

纹理细节。针对粗分割难以精准识别弱边界、伪

影干扰等难分割区域的问题，在浅层特征阶段，P c

通过 PGSA 实现概率先验引导：由 P c 计算不确定

性提示并生成空间注意力权重，对浅层特征进行

自适应加权调制，使网络更聚焦粗分割的不确定

区域。最终，将粗分割与细分割输出的两级概率特

征通过 DSPT-BG 融合策略完成自适应加权融

合，进一步提升粗分割网络的精度。

2. 2　IterMiUnet网络

IterMiUnet是一种用于视网膜血管分割的轻

量化卷积神经网络［16］，模型融合 IterNet［19］的迭代

设计和 MiUnet［19］的轻量化结构，以基础特征提

取结合迭代优化为核心框架，全程保留跳接连接

以保障定位精度。图 2 为 IterMiUnet 网络结构示

意图，网络以双卷积块为基本特征提取单元，基础

模块（Base Module）为 MiUnet 架构。MiUnet 与
传统编码器 -解码器结构相反，其滤波器数量随

网络深度增加而减少或保持不变［16］，多层卷积与

池化设计实现多尺度特征提取与初步分割图重

建，借助跳接连接融合高低层特征；迭代模块

（Iterative Modules）由多个串联的轻量化子网络

构成，每个模块输入为前一模块次末层特征图和
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Fig. 1　Network framework of WPUNet
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跨模块跳接复用基础模块的低层特征，迭代修正

分割误差，最终经 1×1 卷积输出粗分割概率图

P c，为细分割分支提供全局结构先验。

2. 3　WPUNet网络

细分割网络WPUNet在编码器前端引入WSP
模块对输入图像进行频域增强，突出细血管的高

频边缘与纹理特征。在浅层特征编码阶段，通过

PGSA 模块结合粗分割概率图 P c 实现先验引导，

依据粗分割结果的不确定性生成空间权重，对浅

层特征进行自适应调制，使网络更关注弱边界和

细血管区域。解码器借助多尺度嵌套跳跃连接

实现高低层特征融合，最终输出细血管分割概

率图。

2. 3. 1　WSP 模块

为增强特征在频域空间中的上下文关联和

强化细血管边缘与纹理特征的表达能力，本研究

设计 WSP 模块。图 3 为 WSP 模块的详细设计。

模块位于网络输入端，将单通道眼底图像频域特

征下的高频信息进行建模与增强。以 Haar二维小

波变换为基础，通过离散小波变换（DWT）［12，15］将

输入图像 X in 分解得到一个低频子带特征 FLL 和

3 个高频子带特征 FLH、FHL、FHH。其中，低频子带

特征 FLL 主要保留图像整体结构与背景信息。高

频子带 FLH、FHL、FHH 携带的高频细节信息［20］在成
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Fig. 2　Network architecture of IterMiUnet
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像与处理中具有普遍重要性。

由图 4 单通道眼底图像的小波处理结果可发

现，水平、垂直高频子带特征 FLH、FHL 包含主要的

血管边缘信息，而对角高频子带 FHH 含有的血管信

息最少、噪声占比最高。针对不同频带的特性，模

块采用差异化的增强策略：对角高频分量 FHH 经

可学习缩放因子 γ 调整幅值，为避免噪声被过度

放大，本研究将 γ的上限约束为 0. 5；经可学习缩放

因子调整幅值后，通过两个 3×3 双卷积块完成特

征增强，最后以残差连接融合增强后的特征。水

平高频分量 FHL 与垂直高频分量 FLH 分别采用方

向敏感的卷积路径，FHL 通过 3×1 卷积［21］块提取

水平方向边缘信息，FLH 通过 1×3 卷积［21］块提取

垂直方向边缘信息，两路均经 3×3 卷积块融合后

使用 1×1 卷积调整通道，最终利用残差连接融合

增强后的特征与原始输入。对低频子带 FLL，模

块引入空间注意力机制生成空间注意力权重后

与原特征残差融合，突出血管结构的全局信息。

增强后的高低频子带经逆离散小波变换（IDWT）
［15］重构为增强特征图 X out，并以残差连接与原始输

入特征相加，最终输出兼具细节增强与结构保留

的强化特征图。

具体设计的公式描述如式（1）~（3）所示：

[ FLL，FLH，FHL，FHH ]= DWT ( X in ) ， （1）
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F ′LL = Conv (Cat (AvgPool ( FLL )，

))MaxPool ( FLL ) + FLL

F ′LH = Conv (Cat (CB1 × 3 ( FLH )，

))CB3 × 3 ( FLH ) + FLH

F ′HL = Conv (Cat (CB1 × 3 ( FHL )，

))CB3 × 3 ( FHL ) + FHL

F ′HH = γ ·  CB3 × 3 ( )CB3 × 3 ( FHH ) + FHH

 ，（2）

X out = X in + IDWT (F 'LL，F 'LH，F 'HL，F 'HH ) ，（3）

式中：F 'LL，F 'LH，F 'HL，F 'HH 分别表示 FLL、FLH、FHL 和

FHH 经不同增强后的特征；Conv 表示 1×1 卷积；

Cat 表示连接操作；AvgPool 表示全局平均池化；

MaxPool 表示全局最大池化 ；CB 表示卷积块

操作。

2. 3. 2　PGSA 模块

在 WPUNet 的第一层编码器后引入概率图

引导空间注意力模块（PGSA），可使细分割网络

更聚焦粗分割结果中置信度较低的微细血管、弱

边界及模糊区域，其结构见图 5。基于粗分割输

出的概率特征 P c 计算像素级不确定性图 P u，量化

每个像素的分割置信度，计算公式如式（4）所示：

(d) HH子带
(d) HH subband

(c) HL子带
(c) HL subband

(b) LH子带
(b) LH subband

(a) 原始图像
(a) Original image

图 4　眼底图像的小波分解结果

Fig. 4　Wavelet decomposition results of retinal image

图 5　PGSA 模块示意图

Fig. 5　Schematic diagram of PGSA module
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P u = 1 - | 2P c - 1 | . （4）
再对不确定性图 P u 生成针对难分割区域的空

间注意力权重 F a。针对粗分割概率特征分别执行

全局平均池化 AvgPool、全局最大池化 MaxPool，
将两类池化结果在通道维度拼接，通过卷积层

Conv 及 Sigmoid 激活操作，生成聚焦难分割区域

的空间注意力权重，具体公式如式（5）所示：

F a = Sigmoid (Conv (Cat (AvgPool ( P u )，

MaxPool ( P u )) ) ) . （5）

将生成的空间注意力权重 Fa作用于 WPUNet
第一层编码器输出的浅层特征 F e1，通过残差增

强方式强化难分割区域的特征表达，同时保留原

始特征信息，增强后特征 F 'e1 的计算公式如式（6）
所示：

F 'el = F el(1 + F a) . （6）
2. 4　DSPT-BG模块

为充分利用粗分割的全局结构先验与细分

割的高精度细节信息，本文提出双尺度概率融合

策略（DSPT-BG），在推理阶段实现粗、细分割结

果的自适应加权融合。该策略以粗分割置信度为

引导，结合尺度对齐、置信度加权、温度缩放、背景

抑制［［22］与自适应融合，在提升细血管区域分割权

重的同时，有效滤除背景伪阳性噪声。与传统方法

相比较，该融合结果兼具全局结构的完整性与边

缘细节的精准性。整体流程可概括为：先将粗、细

分割概率特征统一尺度，再对细分割概率图执行温

度缩放以调节概率分布锐度。具体操作公式如

式（7）所示：

P t
f = P 1/T

f

P 1/T
f + ( )1 - P f

1/T
 ， （7）

式中：T 为温度参数，设定为 0. 8；P f 为细分割概率

特征；P t
f 为缩放后的概率特征。

基于粗分割概率图的固定阈值（0. 3~0. 7）识

别不确定区域，在区域内取粗、细概率特征最大

值完成基础融合；相关计算可用公式（8）表示：

P fused =
ì
í
î

max ( )P c，P t
f ，0. 3 ≤ P c ≤ 0. 7

P c，otherwise
 ，（8）

式中：P fused、P c、P t
f 分别代表融合后、粗分割和经

温度缩放后第 i行第 j列处的细分割概率值。

最后检测粗分割判定为背景但细分割为高置

信度的冲突区域，对其执行概率衰减的背景抑制

操作，输出最终融合概率图。具体计算过程如式（9）
所示：

P out=
ì
í
îïï

clip ( )P f×( 1-β )，0，1 ，P c<0. 2∧P t
f >0. 6

P f，otherwise
 ，

（9）
式中：P out 为背景抑制后的最终概率特征；β为背景

抑制参数，默认取值为 0. 5，值越大表示背景抑制越

强但细血管漏检风险越高；clip ( x，0，1)表示数值

边界约束操作，强制输出值落在［0，1］区间内。该

公式首先使用P c < 0. 2 ∧ P t
f > 0. 6来判定冲突区域。

2. 5　算法流程

本节给出所提双分支视网膜血管分割网络的

完整训练与推理流程，如算法 1 所示。算法分为

粗分割、细血管分割和融合输出 3 个阶段，通过迭

代训练优化网络参数，最终在推理阶段输出高精

度的血管分割结果。

算法 1 所提双分支分割网络的算法流程

Input：
· 预处理后的视网膜眼底图像 I；

· 血管分割真值图 G；

Output：
· 最终分割概率图 P out；

1.  Training：
2.  初始化双分支网络参数；

3.  训练粗分割分支 IterMiUnet；
4.  For each epoch do：
5.   P c=IterMiUnet（I）；∥P c 为粗分割概率特征

6.  End for
7.  训练细血管分割分支 WPUNet；
8.  For each epoch do：
9.   P u = 1 - 2P c - 1；∥P u 为基于粗分割结果计算的像

素级不确定性图

10.   X out=WSP（I）；∥X out 为小波增强模块输出的特征

11.   F a=PGSA（P u）；∥F a 为不确定性引导的特征

12.   F 'e1 = F e1(1 + F a)；∥F 'e1 为注意力增强后的浅层

特征

13.   P f=WPUNet（X out，F 'e1）；∥P f为细分割分支输出的

细血管概率图

14.  End for
15.  Inference：
16.  P c=IterMiUnet（I）；

17.  P f=WPUNet（I，P c）；

18.  P out=DSPT-BG（P c，P f）；

19.  Return P out；
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3 实验结果与分析

3. 1　数据集与细血管标签

为验证本文方法的有效性，实验在 DRIVE、

CHASE_DB1 和 STARE 三个公开的视网膜血管

分割数据集上进行。3 个数据集是视网膜血管分

割领域广泛使用的基准数据集，具有不同的图像

特点。数据集相关信息如表 1 所示。

DRIVE 数据集［23］中的图像来自荷兰糖尿病

视网膜病变筛查项目，分辨率为 565像素×584像

素。该数据集图像质量较好，血管结构清晰，包含

40张彩色眼底图像，其中 33张照片没有显示任何

糖尿病视网膜病变迹象，7张显示轻度早期糖尿病

视网膜病变迹象，训练集和测试集各 20 张图像。

CHASE_DB1数据集［24］出自儿童心脏与遗传

疾病研究，数据集的图像分辨率较高，血管结构较

为复杂，微血管细节更加丰富，对分割算法的细节

捕捉能力提出了更高要求。该数据集共包含 28张

彩色眼底照片，分辨率为 960像素×999像素。其

中前 20 张用于训练，后 8 张用于测试。

STARE 数据集［25］常被用来研究眼底视网膜

血管特征与糖尿病、高血压、动脉硬化之间的关

系。包含 20张分辨率为 605像素×700像素的彩色

眼底照片，其中 15 张作为训练集，5 张作为测试

集。测试集中包含两张严重病变图像，用于验证

算法在病理图像上的分割性能。

为训练细血管分割网络，将原始血管金标准

分离出粗血管和细血管两套标签。采用基于欧氏

距离变换（EuclideanDistanceTransform，EDT）［26-27］

的粗细血管分离策略。对血管金标准进行欧氏距

离变换，以欧氏距离计算每个血管像素到最近背

景的最短距离来表征血管局部直径，据此设定阈

值将粗血管像素从原始血管金标准中精准分离，

剩余部分即为细血管标签。首先，对血管分割金标

准 G ( )x，y 进行欧氏距离变换，具体操作的数学表

达式如式（10）所示：

R ( x，y )≡ EDT (G ( x，y ))=

min( x′，y ′)∈ background ( )x - x′
2 + ( )y - y′

2
 ， （10）

式中，R ( x，y)表示像素 ( x，y)到最近背景像素

( x′，y′)的距离，即该像素位置的局部半径 R。血

管局部直径 D 定义为 D = 2R。

同时，采用 Zhang-Suen 细化算法提取血管

骨架 S，骨架为单像素宽的血管中心线，具体表达

表 1　不同数据集的相关信息

Tab. 1　Details of various datasets

数据集

DRIVE
STARE

CHASE_DB1

数量

40
20
28

训练集/测试集（样本数）

20/20
15/5
20/8

分辨率

565×584
605×700
990×960
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(a) 原始图像
(a) Original image

(b) 粗血管
(b) Thick vessels

(c) 细血管
(c) Thin vessels

(d) 精细分割的细血管
(d) Refined thin vessels

(e) 真实标签
(e) Label

图 6　数据集的眼底血管标签示例

Fig. 6　Examples of retinal vessel labels from datasets

987



第  41 卷液晶与显示

式如式（11）所示：

S = Skeletonize (G ) . （11）
给定直径阈值 T（本研究设为 3 像素），在骨

架上区分粗细血管中心点：直径大于 T的骨架点构

成粗血管骨架 ThickSkeleton，其余为细血管骨架。

具体操作的数学公式如式（12）所示：

ThickSkeleton = ( x，y )∈ S | D ( x，y )> T  .  （12）
为恢复完整的粗血管区域，以粗血管骨架点

为中心，采用自适应膨胀策略进行区域扩展，膨胀

半径由粗血管骨架点的局部半径确定。具体操

作的数学公式如式（13）所示：

ThickMask = Dilate (ThickSkeleton，Krmax)∩ G ，
（13）

式中：ThickMask 表示粗血管区域，Krmax 表示膨胀

半径。

粗血管区域确定后，为避免直接提取细血管

可能导致的像素损失或边界变形，细血管标签通

过从原始血管金标准中剔除粗血管像素的方式

间接获得。该方法确保细血管区域的像素与原始

金标准完全一致，实现像素级精确的细血管标签

生成。为保证细血管标签结果的连通性和完整

性，通过闭运算填补区域内部孔洞，此外，去除面

积小于 500 像素的粗血管连通域残留以消除噪声

干扰。图 6为本文方法制作的粗血管和细血管标签

示意图。

3. 2　数据预处理

在模型训练之前，对眼底图像进行必要的预

处理，以增强血管像素的对比度［28］。具体预处理流

程如下：将 RGB 眼底图像进行灰度转换后进行

归一化处理，确保图像数据尺度一致。CLAHE［29］

对比度增强使用对比度限制自适应直方图均衡

化，以提升眼底图像的局部对比度，突出图像细节

和边缘。Gamma［29-30］变换提升图像整体对比度，防

止细节丢失。最终将像素值缩放至［0，1］范围。

由于数据集规模较小，为更好地训练深层模

型并缓解过拟合，本研究采用了图像裁剪操作［31］，

使模型充分学习局部细节与纹理变化，更精准地

捕捉视网膜细血管结构。具体设置如下：训练和

测试阶段 patch大小统一为 64像素×64像素，每个

patch 均包含对应局部图像及其真实标签。从所

有训练集图像中随机采样 200 000 个 patch，按照

9∶1 的比例随机划分为训练集与验证集。测试阶

段在得到预测块后按位置拼接恢复为完整分割

图，仅在视场（FOV）区域内计算指标，以排除无

效背景的干扰。图 7 为图像预处理流程图。

3. 3　评价指标

为全面评估模型在视网膜血管分割任务中

的性能表现，本文采用图像分割领域常用的 6 项

评价指标，分别为准确率（Accuracy，Acc）、灵敏度

（Sensitivity，SE）、特异度（Specificity，SP）、F1分数

（F1）和交并比（IntersectionoverUnion，IoU）。上述

指标均建立在混淆矩阵的 4个基本统计量之上：真

阳性（TruePositive，TP），表示正确识别为血管的像

素数；真阴性（TrueNegative，TN），表示正确识别

为背景的像素数；假阳性（FalsePositive，FP），表示

误判为血管的背景像素数；假阴性（FalseNegative，
FN），表示误判为背景的血管像素数。各指标的定

... ...

......

... ...

... ...
.........

...

... ...

...

... ...

... ...
.........

...

Gray Normalization CLAHE

Gamma

Cropping Cropping

Input image

Label image

图 7　数据预处理

Fig. 7　Data preprocessing
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义如下：
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Acc = TP + TN
TP + TN + FP + FN

SE = TP
TP + FN

SP = TN
TN + FP

F1 = 2 × TP
2 × TP + FP + FN

IoU = TP
TP + FP + FN

 . （14）

3. 4　实验环境

所有实验均在统一的实验平台上完成。实验

硬件平台配置为单张 NVIDIAGeForceRTX4090
（24 GB）显卡，处理器为 16vCPUIntel（R）Xeon
（R）Platinum8358P@2. 60 GHz；软 件 环 境 为

Ubuntu22. 04操作系统，Python3. 12，PyTorch2. 8. 0
深度学习框架。模型训练采用 Adam 优化器，初

始学习率设为 1×10-3，权重衰减系数设为 1×
10-5，使用余弦退火算法动态调整学习率。综合

考虑模型性能与计算开销，总训练轮数设为 50，
batchsize 设为 64。
3. 5　实验结果

为验证所提方法的有效性，选取 6种经典血管

分割网络作为对比方法：UNet［8］、DenseUNet［31］、

AAU-Net［9］、IterMiUnet［16］、EDAE-Net［32］、MK-

UNet［33］。所有对比模型均在相同数据划分与预

处理设置下训练，并在测试集上进行评估。

3. 5. 1　主观评估

本文在 3 个数据集上生成粗概率和细血管概

率特征热力图，结果如图 8 所示。可观察到，粗分

割热力图已能完整捕捉大血管与细血管的整体

分布与形态轮廓，为模型提供了全局血管结构的

先验信息；而细血管热力图对微细血管分支的概

率响应进行了精细化增强，有效提升微细血管、

分支区域的分割精度。两类热力图能够全面覆

盖不同尺度的血管结构，为最终分割结果提供更

准确的概率基础。

为直观验证所提模型在视网膜血管分割任

务中的有效性，在 3个数据集上进行了可视化对比

实验，结果如图 9 所示。图中包含原始眼底图像、

对应真实标签，本文方法和其他对比模型的分割

结果。为突出关键差异，用红框标记细血管和视

盘周围区域。

从可视化结果可看出，本文方法在细血管分

割上的表现优于 UNet、DenseUNet等多个对照模

型，相较于对照模型易出现的漏检、血管断裂等

问题，本文方法能更精准地捕捉细小血管轮廓，

有效保持血管的空间连续性，减少因血管纤细、

对比度低导致的漏检问题。这源于小波空间先

验模块对微细血管边缘特征的增强作用，可充分

挖掘不同尺度下的血管形态信息。

3. 5. 2　定量评估

为全面评估模型性能，在 3 个公开数据集上

采用 ACC、SE、SP、F1 和 IOU 进行定量比较，表 2
汇总了 UNet、DenseUNet、AAU-Net、IterMiUnet、
EDAE-Net、MK-UNet 与本文方法的测试结果。

在 3 个公开数据集上，本文方法均展现出显著的

性能优势，相较于近期提出的 MK-UNet 等主流

算法均实现了有效提升。在 DRIVE 数据集上，

本 文 算 法 与 MK-UNet 相 比 ，SE 指 标 提 升 了

0. 034 2；与 IterMiUnet相比，F1分数提升 0. 003 3。
在 CHASEDB1 数据集上，本文方法整体表现突

出，与 MK-UNet相比，F1 分数提升了 0. 024 2；与
IterMiUnet相比，F1分数提升 0. 008 0。在STARE
数据集上，与 MK-UNet相比，F1分数提升 0. 003 2，
ACC 提升 0. 000 9；与 IterMiUnet相比，F1 分数提

升 0. 003 5，ACC 提升 0. 000 4。
整体来看，本文方法在DRIVE和CHASEDB1

(a) 原始图像
(a) Original image

(b) 粗分割概率
(b) Coarse probability

(c) 细血管分割概率
(c) Fine probability
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图 8　粗分割和细血管分割概率特征的热力图

Fig. 8　Heatmaps of probability features for coarse 
segmentation and fine vessel segmentation
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数 据 集 上 的 SE 与 F1 指 标 提 升 最 为 显 著 ，在

STARE 数据集上也保持稳定提升；ACC、F1 指

标表现稳健，表明算法具备良好的场景适配性与

泛化能力，可有效缓解细血管漏检问题，满足临

床眼底图像自动化分析的需求。

为综合衡量各网络轻量化程度与实时推理

性能，统一采用 64×64 眼底图像块作为模型输

入，测算并对比所有模型的参数量、浮点运算量与

单图像块推理耗时，量化结果如表 3 所示。本文

方法的参数量为 0. 50M、浮点运算量为 0. 29G，模

(h) MK-UNet
模型   

(h) MK-UNet

(i) 本文模型
(i) Proposed

(g) EDAE-Net
模型     

(g) EDAE-Net

(f) IterMiUnet
模型     

(f) IterMiUnet

(e) AA-UNet
模型   

(e) AA-UNet

(d) DenseUNet
模型     

(d) DenseUNet

(c) UNet
     模型
(c) UNet

(b) 真实标签
(b) Label

(a) 原始图像
(a) Original image
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图 9　不同模型在 DRIVE、CHASEDB1、STARE 数据集上的实验结果。

Fig. 9　Experimental results of different models on the DRIVE， CHASEDB1 and STARE datasets.

表 3　各方法参数量、浮点运算量与推理耗时

Tab. 3　FLOPs， parameters and inference time across 
methods

Methods
UNet［8］

DenseUNet［31］

AAU-Net［9］

IterMiUnet［16］

EDAE-Net［32］

MK-UNet［33］

Proposed

Year
2015
2019
2023
2023
2024
2025

-

Params/M
34. 53
7. 55
6. 79
0. 28

35. 54
0. 45
0. 50

FLOPs/G
4. 08
8. 03
1. 51
0. 78
3. 96
0. 08
0. 29

Time/ms
3. 53
7. 40

10. 35
9. 89
7. 34
8. 95
8. 82

表 2　不同方法在 DRIVE、STARE和 CHASE_DB1数据集上的定量评估结果对比

Tab. 2　Quantitative comparison of different methods on DRIVE， STARE and CHASE_DB1datasets

Methods
Year

DRIVE

STARE

CHASE_DB1

ACC
SE
SP
F1

IOU
ACC
SE
SP
F1

IOU
ACC
SE
SP
F1

IOU

UNet［8］

2015
0. 953 2
0. 785 6
0. 977 6
0. 810 4
0. 681 2
0. 959 8
0. 754 5
0. 985 9

0. 808 9
0. 679 1
0. 964 8
0. 756 9
0. 990 6
0. 826 2
0. 703 9

DenseUNet［31］

2019
0. 953 5
0. 790 5
0. 977 3
0. 812 3
0. 683 9
0. 960 5
0. 766 6
0. 985 1
0. 813 8
0. 686 1
0. 965 5
0. 760 7
0. 990 9

0. 829 5
0. 708 6

AAU-Net［9］

2023
0. 954 6
0. 789 5
0. 978 7
0. 815 7
0. 688 8
0. 960 8
0. 774 5
0. 984 5
0. 816 8
0. 690 4
0. 962 3
0. 775 2
0. 985 5
0. 819 6
0. 694 3

IterMiUnet［16］

2023
0. 955 4
0. 797 3
0. 979 3

0. 822 3
0. 698 3
0. 962 3
0. 783 0
0. 986 0
0. 827 2
0. 705 4
0. 965 9
0. 767 7
0. 990 5
0. 832 6
0. 713 2

EDAE-Net［32］

2024
0. 954 3
0. 801 6
0. 976 5
0. 817 1
0. 690 6
0. 947 7
0. 850 1

0. 960 1
0. 785 7
0. 647 0
0. 964 3
0. 755 9
0. 990 1
0. 823 7
0. 700 2

MK-UNet［33］

2025
0. 955 1
0. 781 2
0. 980 4
0. 815 7
0. 688 7
0. 959 4
0. 775 3
0. 982 7
0. 811 5
0. 682 8
0. 965 4
0. 782 7

0. 988 1
0. 832 9
0. 713 6

Proposed
-

0. 956 1

0. 815 4

0. 976 6
0. 825 7

0. 702 2

0. 963 6

0. 833 1
0. 979 5
0. 835 7

0. 715 0

0. 966 3

0. 779 6
0. 989 3
0. 836 0

0. 717 7

注：粗体数字表示最优值
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型规模处于轻量区间。但受级联多阶段运算影

响，单图像块推理耗时 8. 82 ms，推理速度略慢于

DenseUNet、EDAE-Net 两类大参数量模型。综

合来看，轻量化与推理速度表现较为均衡。

3. 6　消融实验

为验证 PGSA、WSP 模块对视网膜血管分割

性能的影响，本文在 3 个公开数据集的测试集上

开展消融实验，以无 PGSA和 WSP的模型为基线，

通过逐步添加模块分析各组件对分割性能的贡

献，评估指标包括 ACC、SE、SP和 F1分数，结果如

表 4 所示。在 DRIVE 数据集上，单独加入 SA 模

块可使 SE 提升 0. 037 3；同时引入 PGSA 和 WSP
后，SE提升至 0. 547 6，F1分数最高且达到 0. 595 2。
在 STARE 数据集上，加入 PGSA 和 WSP 的完整

模型相比基准模型，ACC 和 F1 分数分别提升了

0. 000 5 和 0. 009 6。在 CHASE_DB1 数据集上，

完整模型相较于基准模型，SE 和 F1 分数分别提

升了 0. 077 3 和 0. 045 7。

综合消融实验结果表明，本文完整模型在

3 个公开数据集上的 SE 和 F1 分数显著提升，其

他各项指标均得到明显改善，验证了两模块的有

效性与协同增益。

为进一步验证本文方法在细小血管分割上的

优势，对关键区域进行局部放大，分析结果如

图 10 所示。图中展示了 3 个数据集的原始图像、

真实标签、IterMiUnet 分割结果以及本文方法分

割结果及其局部放大，红框标记区域聚焦于细小

脆弱血管的分割细节。

从局部放大结果可以看出，IterMiUnet 在处

理细小血管时虽然通过多尺度迭代提升了分割精

度，但在视盘区域和低对比度区域的细小血管检

测上仍有不足，部分血管边缘不够清晰，存在明

表 4　不同数据集的消融实验结果

Tab. 4　Ablation study results on different datasets
Dataset

DRIVE

STARE

CHASE_DB1

PGSA
×
×
√
×
×
√
×
×
√

WSP
×
√
√
×
√
√
×
√
√

ACC
0. 955 3
0. 954 9
0. 955 2
0. 966 5
0. 966 5
0. 967 0
0. 981 5
0. 981 3
0. 981 6

SE
0. 503 6
0. 540 9
0. 547 6
0. 580 3
0. 583 6
0. 594 6
0. 395 1
0. 469 2
0. 472 4

SP
0. 984 2
0. 981 4
0. 981 2
0. 987 5
0. 987 4
0. 987 3
0. 996 6
0. 994 4
0. 994 7

F1
0. 575 6
0. 590 4
0. 595 2
0. 641 5
0. 642 8
0. 651 1
0. 516 8
0. 556 2
0. 562 5

注：粗体数字表示最优值

(a) 原始图像
(a) Origin image

(b) 真实标签
(b) Label

(c) IterMiUnet方法
(c) IterMiUnet

(d) 本文方法
(d) Proposed

ST
A

R
E

C
H

A
SE

_D
B

1
D

R
IV

E

图 10　消融实验结果可视化

Fig. 10　Visualization of ablation experiment results
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显的断裂现象。本文方法的分割结果在细小血管

的连续性和边缘清晰度上表现更优，能够更准确

地捕捉血管的分支结构，减少断裂和漏检，与真

实标签的吻合度更高。

局部放大的可视化结果进一步验证了消融

实验的定量分析结论，表明细血管分割模型能够

显著提升模型对细小血管的分割性能，为视网膜

血管分割任务提供了更可靠的解决方案。

4 结  论

本文聚焦视网膜微细血管分割难题，构建融

合小波空间先验与不确定性引导的双分支分割网

络。粗分割分支负责捕捉全局血管结构轮廓，细血

管分支采用密集连接轻量化网络，引入小波模块强

化细血管边缘高频特征。借助粗分割概率不确定

性引导模块聚焦难分割区域，通过温度缩放与背景

抑制的融合策略，自适应融合双分支分割结果。

在 DRIVE、STARE、CHASE_DB1数据集上进行

测试，Acc分别为 0. 956 1、0. 963 6、0. 966 3；F1 值

分别为 0. 825 7、0. 836 0、0. 835 7。本文方法有效

改善了血管断裂、漏检及伪影干扰问题，血管细

节与连续性保留效果良好，整体架构可灵活迁移

至其他分割模型，以提升细血管分割质量。
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